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▸ A rendelkezésre álló információ sosem elégséges,  
a világ mindig többértelmű 

▸ Világmodellünk (generatív modell) egy valószínűségi 
modell P(X1,X2,…) = P(o,h) 

▸ Inferencia: megfigyelések alapján a világ látens 
állapotának kikövetkeztetése P(h|o)



DUTCH BOOK ÉRV

▸ A világról alkotott véleményünket a valószínűségszámítás 
szabályai szerint kell alakítanunk (konzisztencia)

BAYES-I VISELKEDÉS
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Egyáltalán nem mindegy, hogy mekkora bizonytalanságot rendelünk a becslésünkhöz, mert eltérő döntésekre vezetnek.



BAYES-I VISELKEDÉS

▸ Bizonytalanság, ambiguitás miatt normatív feltételezés, 
hogy a valószínűségszámításra van szükség 

▸ Feltételezzük, hogy az emberi idegrendszer evolúciósan 
úgy fejlődött, hogy képes legyen a bayesi inferenciához 
közel egyenértékű számításokat végezni



AZ ELMÉLETI IDEGTUDOMÁNY NORMATÍV MEGKÖZELÍTÉSE

▸ Top-down megközelítés: a feladatot oldjuk meg normatív 
feltételezésekkel 

▸ majd ezt próbáljuk meg implementálni az idegrendszerre 
jellemző biológiai korlátok mellett

BAYES-I VISELKEDÉS

Arra fogunk ma példákat látni, hogy sok esetben az ember és más élőlények valóban a mi értelmezésünk szerint optimálisan működnek, vagyis az ambiguitást a 
valószínűségszámításnak megfelelően reprezentálják és helyesen integrálják. Emellett lehetőség van felállítani a neurális működéssel kapcsolatos predikciókat, 
remélhetőleg tudunk a modellünkben lévő változókat a neurális aktivitáshoz kapcsolni.



GENERATÍV MODELL

BAYES-I VISELKEDÉS

Arról beszéltünk eddig, hogy az emberi tanulást, vagy az idegrendszer tanulását egy generatív modell tanulásaként fogunk fel.



INFERENCIA

BAYES-I VISELKEDÉS

Aztán ezt a modellt “megfordítva” végez inferenciát az ember.



VISELKEDÉS

BAYES-I VISELKEDÉS

Amivel most kiegészítjük az az, hogy ettől (és csak ettől) az inferenciától fog függeni a viselkedése. Ugye ha grafikus modellként nézzük ezt, azt láthatjuk, hogy ha tudjuk, 
hogy mi az, amit az egyén inferált, akkor a viselkedése kondícionálisan függetlenné válik attól, hogy mit érzékelt, illetve attól is, hogy mi volt a stimulus amit beadtunk 
neki. Tulajdonképpen, mi akik a vizsgálatot végzik, ebben a rendszerben próbálunk inferenciát végezni.



TUDOMÁNYOS VIZSGÁLAT

Például retina működése

BAYES-I VISELKEDÉS

A tudományos vizsgálatunk tehát ezekre az elemekre terjed ki. Például vizsgálhatjuk ezt az összefüggést, amire egy példa mondjuk a retinán lévő sejtek működésének 
vizsgálata.



TUDOMÁNYOS VIZSGÁLAT

BAYES-I VISELKEDÉS

De ugyanúgy érdekelhetnek minket az inferencia működése, illetve a viselkedésszervezés.



KÍSÉRLET

BAYES-I VISELKEDÉS

Egy kísérletben a stimulust tudjuk kontrollálni.



KÍSÉRLET

BAYES-I VISELKEDÉS

Mérhetünk mondjuk viselkedéses mennyiségeket, vagy olyan mennyiségeket (pl. agyi aktivitás), amiről azt gondoljuk, hogy az inferált reprezentációval függenek össze.



KÍSÉRLET

BAYES-I VISELKEDÉS

Tehát igazából általában egy ilyen függést tudunk megfigyelni.



KÍSÉRLET

BAYES-I VISELKEDÉS

Viszont egyéb feltételezésekkel az egyes alfolyamatokat tudjuk rögzíteni. Például ha olyan a kísérlet, hogy az inferencia és a viselkedés között nagyon egyszerű 
szabályosság van. Egyszerűen ki kell választania azt a választ, ami szerinte a legnagyobb eséllyel jó.



KÍSÉRLET

BAYES-I VISELKEDÉS

Vagy ugye azt is feltételezzük, hogy az inferencia a generatív modell megfordítása. Így juthatunk el ahhoz, hogy a reprezentációjáról tudjunk valamit mondani.



VISELKEDÉS

▸ Világ reprezentációja:
P (h, o)

BAYES-I VISELKEDÉS

Eddig a reprezentációról beszéltünk, de még nem világos, hogy hogyan lesz ebből viselkedés.

Az is világos, hogy nem csak a világ aktuális állapotáról lehet elképzelésem, hanem arról is, hogy mi lesz, ha ezt vagy azt teszem. Tehát el tudok képzelni lehetséges 
jövőbeli állapotokat, amikre nekem hatásom lehet.



VISELKEDÉS
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BAYES-I VISELKEDÉS

A világmodellem tartalmazhatja azt is, hogy adott állapotból adott cselekvés milyen állapotba vezet. Ekkor már az is természetesnek tűnik, hogy a várható kimenetelt 
(vagy valamilyen függvényét) szeretnénk maximalizálni.



VISELKEDÉS

▸ Világ reprezentációja:                   és 

▸ Érték függvény: 

P (h, o) P (h0|h, a)

BAYES-I VISELKEDÉS

V (h) = �L(h)

Ezek egy része jó, egy része nem különösebben. Természetesnek tűnik, hogy nem csak a világ állapota, hanem ez a belső értékrendszerem és a világról való 
elképzelésem együttesen fogja meghatározni, hogy mit teszek.

Tegyük fel, hogy rangsorolni szeretnénk a lehetséges kimeneteleket. Természetesen adja magát, hogy valós számokkal reprezentáljuk ezeket a kimeneteleket. Ekkor már 
az is világos, hogy a várható kimenetelt (vagy valamilyen függvényét) szeretnénk maximalizálni.
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BAYES-I VISELKEDÉS

V (h) = �L(h)

A kiválasztott viselkedés valamilyen (esetleg probabilisztikus) függvénye lesz a világmodellemnek, illetve az értékrendemnek.



VISELKEDÉS

▸ Világ reprezentációja:                   és 

▸ Érték függvény:  

▸ Döntés: 
 
pl:

P (h, o) P (h0|h, a)

a = argmax(
X

h,h0

V (h0)P (h0|h, a)P (h))

optaf(V, P (h0|h, a), P (h))

BAYES-I VISELKEDÉS

V (h) = �L(h)

Például lehet a kiválasztott viselkedésem az, amelyik a jelenlegi világról alkotott képemből kiindulva (P(h)), megpróbálja a következő állapotban (h’) lévő érték (V(h’)) 
várható értékét maximalizálni. Ezt írja le ez a formula.



KÖLTSÉGFÜGGYVÉNY

▸ Hogyan határozza meg a költségfüggvény a döntésünket? 

▸ Speciális eset: a döntés ugyanabban a térben születik, 
mint az inferencia, ekkor a döntés eredménye egy speciális 
    kiválasztása

Probabilistic models of learning and memory — Uncertainty and Bayesian Inference http://www.eng.cam.ac.uk/~m.lengyelCEU, Budapest, 22-26 June 2009
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state of the world

x! x" x#

action

a! L(a!,x!) L(a!,x") L(a!,x#)

a" L(a",x!) L(a",x") L(a",x#)

a# L(a#,x!) L(a#,x") L(a#,x#)

...

..
.

action to choose:

note: a and x need not live in the same space

special cases when                     and x do live in the same space

posterior mean

posterior median

maximum a posteriori (MAP)

loss function

a� = argmin
a

�

x

L(a, x) P(x)

a = x̂

L(x̂, x) = (x̂� x)2 x̂ =
�

x

xP(x)

L(x̂, x) = |x̂� x|
x̂�

x=�⇥
P(x) =

1
2

L(x̂, x) =
�

0 if x=x̂
�1 otherwise

x̂ = argmax
x

P(x)
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Ha a kísérleti elrendezéssel, vagy más módon tudjuk rögzíteni a veszteség (loss) függvényt (L), akkor az optimális stratégia (ami maximalizálja az érték várható értékét, 
vagy minimalizálja a veszteség várható értékét) egy egyszerű statisztikája lesz a posterior eloszlásnak (pl. mean, median vagy MAP).
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A “racionalitás” vagy optimalitás csak ezen korlátok figyelembe vételével nyerhet értelmet.



KAPACITÁS KORLÁTOK

▸ Feldolgozható információ 

▸ Feldolgozás (komputáció)

BAYES-I VISELKEDÉS

A “racionalitás” vagy optimalitás csak ezen korlátok figyelembe vételével nyerhet értelmet.



COPPOLA ET AL, 1998 - ÉL STATISZTIKA A TERMÉSZETES KÖRNYEZETBEN

Az elsődleges látókéregben (V1) olyan sejtek vannak, amelyek a retina egy adott részére adott irányultságú élekre érzékenyek. Megvizsgálhatjuk, hogy ezen élirány 
eloszlásokra érzékeny, ezt a priort figyelembe vevő módon van-e a neurális kódolás kialakítva. Itt láthatjuk, hogy az élek irányának mi a statisztikája különböző 
környezetekben.



WEI & STOCKER, 2012

HATÉKONY KÓDOLÁS

▸ Prior: a világ 
statisztikája 

▸ Hatékonyság a 
neurális 
reprezentációra ad 
megszorítást

Vizsgálhatjuk a kódolás hatékonyságát. Az egyes élirányokra érzékeny sejteket a következőképpen lehet jellemezni. Minden sejt rendelkezik egy hangolási görbével (alsó 
ábra), amely azt mutatja meg, hogy mekkora intenzitással tüzel a különböző mutatott élirányokra. Van egy kitüntetett irány, amire maximálisan tüzel, ettől az iránytól 
távolodva egyre gyengébben tüzel. Az alsó ábrán 9 db sejt hangolási görbéit láthatjuk, amelyek az optimális kódolást valósítják meg. Ha szeretnénk a négyzetes hiba/
veszteség várható értékét minimalizálni, akkor 9 db neuron esetén az optimális hangolási görbék azok, amelyek az alsó ábrán vannak. A gyakori irányokra (pl. függőleges) 
érzékeny neuronokból több van, mint a ritkább irányokra érzékenyekből.



GANGULI ET AL, 2010

A normatív érvből levezetett predikciót fiziológiai mérések erősítik meg (b). A kardinális irányokra érzékeny neuronokból valóban több van. A perceptuális 
megkülönböztetés küszöbe is alacsonyabb a kardinális irányoknál, ahogy azt várnánk (c). Lehet ebből a két mért adatból, feltételezve a Bayesi inferenciára optimalizált 
rendszert, hogy mi lehetett az eredeti élstatisztika (d,e) és ezen jóslatok is jól illeszkednek a tényleges élstatisztikára.



ERNST, & BANKS 2002

CUE INTEGRATION

▸ Méretbecslés 

▸ Vizuális információ 

▸ Haptikus információ 

▸ A kettő forrás 
“információtartalma”, 
vagyis a hozzáadott zaj 
volt variálva

Ebben a kísérletben egy “sáv” magasságát kellett megbecsülni vizuális és haptikus információk alapján. A kérdés, amit vizsgáltak az volt, hogy az emberek optimálisan 
integrálják-e a két információt.



ERNST, & BANKS 2002

CUE INTEGRATION

Először definiálnunk kell a valószínűségi modellt. Erről készíthetünk egy grafikus modellt, ami mentén faktorizálunk.



ERNST, & BANKS 2002

CUE INTEGRATION

Xv|s ⇠ N(s,�v) Xh|s ⇠ N(s,�h)



ERNST, & BANKS 2002

CUE INTEGRATION

Xv|s ⇠ N(s,�v) Xh|s ⇠ N(s,�h)

s ⇠ Unif(0,M)



ERNST, & BANKS 2002

CUE INTEGRATION

Az eddig elmondottak alapján az optimális integrálása a bejövő információnak így néz ki. Itt két dolog látszik. Ha a kísérletben variált vizális bizonytalanság kicsi (és jóval 
kisebb, mint a haptikus), akkor a vizuális inger alapján történő becslés fog dominálni, míg ha ez a bizonytalanság nagy, úgy a haptikus. Az is látszik, hogy mivel a haptikus 
bizonytalanság fixen van tartva, ha nő a vizuális bizonytalanság, úgy a posterior bizonytalanság is nő (az eloszlás szélesebbé válik).



ERNST, & BANKS 2002

CUE INTEGRATION ŝ ⇠ N (µ̂, �̂2)

1

�̂2
=

1

�2
h

+
1

�2
v

µ̂ =

Xv
�2
v
+ Xh

�2
h

1
�2
h
+ 1

�2
v

A posterior is egy normális eloszlás, a meanje a két normális eloszlás meanjeinek a pontossággal súlyozott közepe, a pontosság (a variancia reciproka) pedig a két 
pontosság összege.



ERNST, & BANKS 2002



ERNST, & BANKS 2002

Először a kutatók kimérték a haptikus és vizuális ingerek szórását. Ezt úgy tették, hogy a különböző ingerben meglévő zajszinteknél mérték, hogy egy 55mm magas 
sávnál mennyivel nagyobb (vagy kisebb) sávot képesek az emberek megkülönböztetni. Az így kimért zajszintekből számolták az optimális becslést a két jel integrálására.



ERNST, & BANKS 2002

Itt látható, hogy amikor a vizális zaj kicsi (kör), akkor a vizuális kép alapján becsült méret dominál (S_V), míg ha a zaj nagy (háromszög), akkor a haptikus. A vonalak a 
predikciót mutatják, a pontok a méréseket.



ERNST, & BANKS 2002

A (c) ábrán látható szürkével a bejósolt optimális súly a két ingerre, a pontok pedig a mért adatok.



KÖRDING & WOLPERT, 2004

BAYESIAN INTEGRATION IN SENSORIMOTOR LEARNING

Ebben a kísérletben azt vizsgálták, hogy az emberek képesek-e egy adott priort megtanulni, illetve a bayesi inferenciát optimálisan (a likelihoodot és a priort optimálisan) 
kombinálni. A feladatban két pont között kellett a résztvevőknek a mutatóujjukat végighúzni. A kezüket azonban egy képernyőn mutatták, ahol minden egyes trial során 
más eltolással mutatták a kezüket. Az elején, a betanításkor elmosódás nélkül mutatták meg az ujjuk helyét egyszer az út felénél, majd a végén. Aztán a további 
kondíciókban csak a felénél mutatták meg kis vagy nagy elmosódás mellett (M, L), végül mindenféle visszajelzés nélkül végeztették a feladatot (“végtelen” zaj).



KÖRDING & WOLPERT, 2004

BAYESIAN INTEGRATION IN SENSORIMOTOR LEARNING

Az eltolás egy Gauss eloszlásból jött (mean =1cm, sd = 0.5cm). A (c) ábra mutatja egy 2cm-es érzékelt eltolódás esetén a likelihoodokat. A (d) pedig az eltolás 
posteriorjait.



KÖRDING & WOLPERT, 2004

BAYESIAN INTEGRATION IN SENSORIMOTOR LEARNING
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BAYESIAN INTEGRATION IN SENSORIMOTOR LEARNING
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BAYESIAN INTEGRATION IN SENSORIMOTOR LEARNING



KÖRDING & WOLPERT, 2004

BAYESIAN INTEGRATION IN SENSORIMOTOR LEARNING



OPTIMAL PREDICTIONS IN EVERYDAY COGNITION

GRIFFITHS & TENENBAUM, 2006

Lehet a bayes-i inferenciát pusztán kognitív szinten is vizsgálni. Ebben a kísérletben az volt a feladat, hogy különböző időintervallumokat becsüljenek meg úgy, hogy azt 
az információt mondják nekik, hogy az adott intervallum hosszabb, mint egy adott t idő. Például: hány évig fog élni egy ember, aki most 55 éves? Hány hétig fog még 
futni a moziban egy film, ha már 10 hete megy?

A kérdés az volt, hogy az emberek reprezentálják-e ezeket az eloszlásokat (priorokat) az időintervallumokról, amelyek alakban is lényegileg eltérnek.



GRIFFITHS & TENENBAUM, 2006

OPTIMAL PREDICTIONS IN EVERYDAY COGNITION

Itt látható, hogy a tényleges eloszlások mik.



GRIFFITHS & TENENBAUM, 2006

OPTIMAL PREDICTIONS IN EVERYDAY COGNITION

Itt pedig látható az optimális bayesi becslés (vonal) és a mért emberi adat (pont) illeszkedése. Látható, hogy a különböző alakú prioroknak megfelelő becslések 
egybevágnak az emberek becsléseivel. Kivétel a fáraók esete, ahol feltehetően az emberek nem rendelkeznek megfelelő tudással ahhoz, hogy az optimális becslést 
megtegyék. Egy ilyen esetben feltételezve, hogy optimális becslést adnak az emberk, (joggal feltételezve a többi adat alapján), megmérhetjük, hogy mi volt az a prior, ami 
a döntéseiket vezérelte. az így illesztett eloszlás (szaggatott vonal) már jól illeszkedik a becsléseikre (fontos: az eloszlás alakja rögzített volt, és az az alak, amely a 
tényleges eloszlást is jellemzi).



TROMMERHAUSER, MALONEY, & LANDY, 2008

▸ Motoros/szenzoros zaj 

▸ Kísérletben kontrollált költségfüggvény

changing stochastic variability [8,25] or combining noisy
sensory input with prior information [26–29].

These results have implications for understanding
movement planning and motor control. Typical compu-
tational approaches to modeling movement-planning take
the form of an optimization problem, in which the cost
function to be minimized is biomechanical and the optim-
ization goal is to minimize some measure of stress on the
muscles and joints. These models differ primarily in the
choice of the cost function. Possible biomechanical cost
functions include measures of joint mobility [30,31],
muscle-tension changes [32], mean-squared rate of change
of acceleration [33], mean torque change [34], total energy
expenditure [35] and peak work [36]. These biomechanical
models have successfully been applied to model the nearly
straight paths and bell-shaped velocity profiles of arm
movements and also capture the human ability to adapt
to forces applied during movement execution [37]. We
emphasize that these models cannot be used to predict
subjects’ performance in our movement-decision tasks in
which performance also depends on externally imposed
rewards and penalties. Moreover, subjects came close to
maximizing expected gain with arbitrary, novel penalties
and rewards imposed on outcomes by the experimenter.

Subjects do not always come close to maximizing
expected gain in movement planning; for example when
the number of penalty and reward regions is increased [38]
and when the reward or penalty received is stochastic
rather than determined by the outcome of the subject’s
movement [39]. Furthermore, when the penalty is so high
that the aim point that maximizes expected gain lies out-
side of the target, results indicate that subjects prefer not
to aim outside of the target that they are trying to hit [8].
Thus, although there is a collection of motor tasks (as
described earlier) in which performance is remarkably
good, we cannot simply claim that performance in any
task with a speeded motor response will come close to
maximizing expected gain. Further work is needed to
delimit the range of movement-planning tasks in which
subjects do well.

One evident question is: are subjects maximizing
expected gain gradually by a process of trial and error?

Learning probabilities versus practicing the task
We were surprised to learn that subjects do not show
trends that are consistent with a gradual approach to
maximizing expected gain. The design of our studies [6–
8] and related work [23] had a peculiar structure. Before
the ‘decision-making’ phase of the experiment, subjects
practiced the speededmotor task extensively by repeatedly
touching single circular targets. During this initial train-
ing period, the experimenter monitored their motor per-
formance until it stabilized and the experimenter could
measure the residual motor variability of each subject.

Only after training did subjects learn about the gains
and losses assigned to each region in the experimental
condition. They were not explicitly told to take into account
the spatial locations of reward and penalty regions and the
magnitude of penalty and reward, but their highly efficient
performance indicates that they did so from the first trial in
which rewards and penalties were specified.

To summarize, in these experiments subjects were first
trained to be ‘motor experts’ in a simple task in which they
were instructed to touch targets on the screen. Only then
were they given a task involving trade-offs between
rewards and penalties. There were no obvious trends in
the aim points of subjects [6,7] that would indicate that
they were modifying their decision-making strategy as
they gained experience with the decision-making task
(Figure 2a).

To see how unusual this outcome is, consider applying a
simple reinforcement-learning model according to which
the aim point is adjusted gradually in response to rewards
and penalties incurred [40–42]. In the absence of any
reward or penalty, a learning model based on reward
and penalty would predict that the subject should aim
at the center of the green circle, just as in the training
trials. The subject would then gradually alter the aim point
in response to rewards and penalties incurred until the
final aim point maximized expected gain (Figure 2b).

Figure 1. Reaching under risk. (a) An example of a stimulus configuration presented on a display screen. The subject must rapidly reach out and touch the screen. If the
screen is hit within the green circle, 2.5 cents are awarded. If hit within the red circle, there is a penalty of 12.5 cents. The circles are small (9 mm radius) and the subject
cannot completely control this rapid movement because timing constraints force it to be rapid. In Box 1 we explain what the subject should do to maximize winnings. (b) A
comparison of subjects’ performance to the performance that would maximize expected gain. The shift of subjects’ mean movement end points from the center of the
green target region is plotted as a function of the shift of mean movement end point that would maximize expected gain for five different subjects (indicated by five different
symbols) and the six different target-penalty configurations shown in Figure 2a. Replotted, with permission, from Figure 5a in Ref. [6].
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OPTIMÁLIS DÖNTÉSEK EMBEREKNÉL

Beszéltünk arról, hogy az ember elképzelése a világról (posterior) az értékfüggvénnyel együttesen határozza meg a viselkedést. Ebben a kísérletben azt vizsgálták, hogy 
az értékfüggvény változtatásával optimális módon változtatják-e az emberek a viselkedésüket. A feladatban azért kaptak pénzt a résztvevők, ha egy zöld körön belül 
tudnak (gyorsan, 700ms alatt) a képernyőre nyomni. Viszont a nyereség helyett pénzt veszítenek, ha a zöld kört metsző piros körbe nyomnak.
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Within the short time limit for movement execution, the
movement cannot be completely controlled: even if the
subject aims at the center of the green circle there is a
real chance of missing it. And, if the subject aims too close
to the center of the green circle, there is a risk of hitting
inside the red. So, where should the subject aim?

In Box 1, we show how to interpret the subject’s choice
of aim point as a choice among lotteries and how to
determine the aim point that maximizes expected gain.
An economist would use the term ‘utility’, whereas a
researcher inmotor controlwould opt for ‘cost’ or ‘biological
cost’, and a statistician would use ‘loss’ or ‘loss function’.
Adopting a field-neutral term, we refer to rewards and
penalties associated with outcomes as ‘gains’, whether
positive or negative.

We were surprised to discover that, in this decision task
in motor form, participants typically chose visuo-motor
plans that came close to maximizing expected gain.
Figure 1b is a plot of the subjects’ displacement in the
horizontal direction away from the center of the green
circle versus the displacement that would maximize
expected gain, combining data across several experimental
conditions varying the penalty amount and distance be-
tween target and penalty circles [6,7].

Additional research has extended this conclusion to
tasks that involve precise timing and trade-off between
movement time and reward [23,24] and to tasks involving
rapid choices between possible movement targets [9]. In
most cases, human subjects choose strategies that come
close to maximizing expected gain in motor tasks with

Box 1. Constructing motor lotteries

In the main text, we describe a movement task equivalent to decision
making under risk. On each trial in the task, subjects have to reach out
and touch a computer screen within a limited period of time (e.g.
700 ms). Hits inside a green target region, displayed on a computer
screen, yield a gain of 2.5 cents; accidental hits inside a nearby red
penalty region incur losses of 12.5 cents. Movements that do not
reach the screen within the time limit are heavily penalized (after
training, they almost never occur). The subject is not completely
under control of the movement outcome due to the short time limit
[43]. Figure I shows simulated outcomes of attempts to hit the target
center.

A movement that reaches the screen within the time limit can end in
one of four possible regions: penalty only (region R1, gain G1 = !12.5),
target and penalty overlap (region R2, gain G2 = !10), target only
(region R3, gain G3 = 2.5) or neither/background (region R4, gain
G4 = 0). On evaluating movement plans in this task, visuo-motor
plans that lead to a touch on the screen within the time limit differ
only to the extent that they affect the probability Ps(Ri) of hitting each
of the four regions Ri, where i = !1, . . ., 4. The combination of event

probabilities Ps(Ri) resulting from a particular visuo-motor plan (aim
point) s and associated gains Gi form a lottery:

LðsÞ ¼ ½PsðR1Þ;G1;PsðR2Þ;G2;PsðR3Þ;G3;PsðR4Þ;G4& [Equation I]
An alternative visuo-motor plan s0 corresponds to a second lottery:

Lðs0Þ ¼ ½Ps0 ðR1Þ;G1;Ps0 ðR2Þ;G2;Ps0 ðR3Þ;G3;Ps0 ðR4Þ;G4& [Equation II]

Each lottery corresponds to an aim point. The lottery corresponding to
the aim point in Figure Ia has an expected gain of !2.8 cents per trial
(on average, the subject loses money), the expected gain associated
with the aim point in Figure Ib is 0.78 cents per trial. Obviously, the aim
point in Figure Ib offers higher expected gain. In planningmovement in
this task, subjects effectively choose between not just these two aim
points but an infinite number of aim points (lotteries). They are
engaged in a continuous decision-making task of extraordinary com-
plexity, and it is a task that is performed every time they move.

Figure Ic is a plot the expected gain associated with every possible
aim point with four of them highlighted. The aim point corresponding
to the yellow diamond maximizes expected gain for the subject in this
task.

Figure I. Equivalence of a movement task and decision making under risk. Subjects must touch a computer screen within a limited period of time (e.g. 700 ms). Subjects
can win 2.5 cents by hitting inside the green circle, lose 12.5 cents by hitting inside the red circle, lose 10 cents by hitting where the green and red circle overlap or win
nothing by hitting outside the stimulus configuration. Each possible aim point on the computer screen corresponds to a lottery. (a) Expected gain for a subject aiming at
the center of the green target (aim point indicated by the blue diamond). Black points indicate simulated end points for a representative subject (with 5.6 mm end-point
standard deviation); target and penalty circles have radii of 9 mm. This motor strategy yields an expected loss of 2.8 cents per trial. The numbers shown below the target
configuration describe the lottery corresponding to this aim point (i.e. the probabilities for hitting inside each region and the associated gain). (b) Expected gain for a
subject with the same motor uncertainty as in (a). Here, we simulate the same subject aiming towards the right of the target center (yellow diamond) to avoid accidental
hits inside the penalty circle. This strategy results in an expected gain of 0.78 cents per trial and corresponds to the strategy (aim point) that maximizes expected gain.
(c) Each possible aim point corresponds to a lottery and has a corresponding expected gain, shown by the grayscale background with four particular aim points
highlighted.
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determine the aim point that maximizes expected gain.
An economist would use the term ‘utility’, whereas a
researcher inmotor controlwould opt for ‘cost’ or ‘biological
cost’, and a statistician would use ‘loss’ or ‘loss function’.
Adopting a field-neutral term, we refer to rewards and
penalties associated with outcomes as ‘gains’, whether
positive or negative.

We were surprised to discover that, in this decision task
in motor form, participants typically chose visuo-motor
plans that came close to maximizing expected gain.
Figure 1b is a plot of the subjects’ displacement in the
horizontal direction away from the center of the green
circle versus the displacement that would maximize
expected gain, combining data across several experimental
conditions varying the penalty amount and distance be-
tween target and penalty circles [6,7].

Additional research has extended this conclusion to
tasks that involve precise timing and trade-off between
movement time and reward [23,24] and to tasks involving
rapid choices between possible movement targets [9]. In
most cases, human subjects choose strategies that come
close to maximizing expected gain in motor tasks with

Box 1. Constructing motor lotteries

In the main text, we describe a movement task equivalent to decision
making under risk. On each trial in the task, subjects have to reach out
and touch a computer screen within a limited period of time (e.g.
700 ms). Hits inside a green target region, displayed on a computer
screen, yield a gain of 2.5 cents; accidental hits inside a nearby red
penalty region incur losses of 12.5 cents. Movements that do not
reach the screen within the time limit are heavily penalized (after
training, they almost never occur). The subject is not completely
under control of the movement outcome due to the short time limit
[43]. Figure I shows simulated outcomes of attempts to hit the target
center.

A movement that reaches the screen within the time limit can end in
one of four possible regions: penalty only (region R1, gain G1 = !12.5),
target and penalty overlap (region R2, gain G2 = !10), target only
(region R3, gain G3 = 2.5) or neither/background (region R4, gain
G4 = 0). On evaluating movement plans in this task, visuo-motor
plans that lead to a touch on the screen within the time limit differ
only to the extent that they affect the probability Ps(Ri) of hitting each
of the four regions Ri, where i = !1, . . ., 4. The combination of event

probabilities Ps(Ri) resulting from a particular visuo-motor plan (aim
point) s and associated gains Gi form a lottery:

LðsÞ ¼ ½PsðR1Þ;G1;PsðR2Þ;G2;PsðR3Þ;G3;PsðR4Þ;G4& [Equation I]
An alternative visuo-motor plan s0 corresponds to a second lottery:

Lðs0Þ ¼ ½Ps0 ðR1Þ;G1;Ps0 ðR2Þ;G2;Ps0 ðR3Þ;G3;Ps0 ðR4Þ;G4& [Equation II]

Each lottery corresponds to an aim point. The lottery corresponding to
the aim point in Figure Ia has an expected gain of !2.8 cents per trial
(on average, the subject loses money), the expected gain associated
with the aim point in Figure Ib is 0.78 cents per trial. Obviously, the aim
point in Figure Ib offers higher expected gain. In planningmovement in
this task, subjects effectively choose between not just these two aim
points but an infinite number of aim points (lotteries). They are
engaged in a continuous decision-making task of extraordinary com-
plexity, and it is a task that is performed every time they move.

Figure Ic is a plot the expected gain associated with every possible
aim point with four of them highlighted. The aim point corresponding
to the yellow diamond maximizes expected gain for the subject in this
task.

Figure I. Equivalence of a movement task and decision making under risk. Subjects must touch a computer screen within a limited period of time (e.g. 700 ms). Subjects
can win 2.5 cents by hitting inside the green circle, lose 12.5 cents by hitting inside the red circle, lose 10 cents by hitting where the green and red circle overlap or win
nothing by hitting outside the stimulus configuration. Each possible aim point on the computer screen corresponds to a lottery. (a) Expected gain for a subject aiming at
the center of the green target (aim point indicated by the blue diamond). Black points indicate simulated end points for a representative subject (with 5.6 mm end-point
standard deviation); target and penalty circles have radii of 9 mm. This motor strategy yields an expected loss of 2.8 cents per trial. The numbers shown below the target
configuration describe the lottery corresponding to this aim point (i.e. the probabilities for hitting inside each region and the associated gain). (b) Expected gain for a
subject with the same motor uncertainty as in (a). Here, we simulate the same subject aiming towards the right of the target center (yellow diamond) to avoid accidental
hits inside the penalty circle. This strategy results in an expected gain of 0.78 cents per trial and corresponds to the strategy (aim point) that maximizes expected gain.
(c) Each possible aim point corresponds to a lottery and has a corresponding expected gain, shown by the grayscale background with four particular aim points
highlighted.
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Adott mértékű motor-zajt feltételezve

Kiszámolhatjuk, hogy fix motoros zajt feltételezve, mi az az optimális célpont, amit a résztvevőnek meg kell próbálnia megnyomni (sárga).



TROMMERHAUSER, MALONEY, & LANDY, 2008

OPTIMÁLIS DÖNTÉSEK EMBEREKNÉL

changing stochastic variability [8,25] or combining noisy
sensory input with prior information [26–29].

These results have implications for understanding
movement planning and motor control. Typical compu-
tational approaches to modeling movement-planning take
the form of an optimization problem, in which the cost
function to be minimized is biomechanical and the optim-
ization goal is to minimize some measure of stress on the
muscles and joints. These models differ primarily in the
choice of the cost function. Possible biomechanical cost
functions include measures of joint mobility [30,31],
muscle-tension changes [32], mean-squared rate of change
of acceleration [33], mean torque change [34], total energy
expenditure [35] and peak work [36]. These biomechanical
models have successfully been applied to model the nearly
straight paths and bell-shaped velocity profiles of arm
movements and also capture the human ability to adapt
to forces applied during movement execution [37]. We
emphasize that these models cannot be used to predict
subjects’ performance in our movement-decision tasks in
which performance also depends on externally imposed
rewards and penalties. Moreover, subjects came close to
maximizing expected gain with arbitrary, novel penalties
and rewards imposed on outcomes by the experimenter.

Subjects do not always come close to maximizing
expected gain in movement planning; for example when
the number of penalty and reward regions is increased [38]
and when the reward or penalty received is stochastic
rather than determined by the outcome of the subject’s
movement [39]. Furthermore, when the penalty is so high
that the aim point that maximizes expected gain lies out-
side of the target, results indicate that subjects prefer not
to aim outside of the target that they are trying to hit [8].
Thus, although there is a collection of motor tasks (as
described earlier) in which performance is remarkably
good, we cannot simply claim that performance in any
task with a speeded motor response will come close to
maximizing expected gain. Further work is needed to
delimit the range of movement-planning tasks in which
subjects do well.

One evident question is: are subjects maximizing
expected gain gradually by a process of trial and error?

Learning probabilities versus practicing the task
We were surprised to learn that subjects do not show
trends that are consistent with a gradual approach to
maximizing expected gain. The design of our studies [6–
8] and related work [23] had a peculiar structure. Before
the ‘decision-making’ phase of the experiment, subjects
practiced the speededmotor task extensively by repeatedly
touching single circular targets. During this initial train-
ing period, the experimenter monitored their motor per-
formance until it stabilized and the experimenter could
measure the residual motor variability of each subject.

Only after training did subjects learn about the gains
and losses assigned to each region in the experimental
condition. They were not explicitly told to take into account
the spatial locations of reward and penalty regions and the
magnitude of penalty and reward, but their highly efficient
performance indicates that they did so from the first trial in
which rewards and penalties were specified.

To summarize, in these experiments subjects were first
trained to be ‘motor experts’ in a simple task in which they
were instructed to touch targets on the screen. Only then
were they given a task involving trade-offs between
rewards and penalties. There were no obvious trends in
the aim points of subjects [6,7] that would indicate that
they were modifying their decision-making strategy as
they gained experience with the decision-making task
(Figure 2a).

To see how unusual this outcome is, consider applying a
simple reinforcement-learning model according to which
the aim point is adjusted gradually in response to rewards
and penalties incurred [40–42]. In the absence of any
reward or penalty, a learning model based on reward
and penalty would predict that the subject should aim
at the center of the green circle, just as in the training
trials. The subject would then gradually alter the aim point
in response to rewards and penalties incurred until the
final aim point maximized expected gain (Figure 2b).

Figure 1. Reaching under risk. (a) An example of a stimulus configuration presented on a display screen. The subject must rapidly reach out and touch the screen. If the
screen is hit within the green circle, 2.5 cents are awarded. If hit within the red circle, there is a penalty of 12.5 cents. The circles are small (9 mm radius) and the subject
cannot completely control this rapid movement because timing constraints force it to be rapid. In Box 1 we explain what the subject should do to maximize winnings. (b) A
comparison of subjects’ performance to the performance that would maximize expected gain. The shift of subjects’ mean movement end points from the center of the
green target region is plotted as a function of the shift of mean movement end point that would maximize expected gain for five different subjects (indicated by five different
symbols) and the six different target-penalty configurations shown in Figure 2a. Replotted, with permission, from Figure 5a in Ref. [6].
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Látható, hogy a zöld kör középpontjától optimális eltérés (optimal shift) nagyban megegyezik az emberek tényleges korrekciójával (actual shift).



BAYES-I VISELKEDÉS

ÖSSZEFOGLALÁS

▸ A környezet statisztikáinak megfelelő optimális reprezentáció 

▸ következmény: eltérő pontosság/döntési küszöb 

▸ Normatív elképzelés: (i) a bizonytalanságok reprezentálása 
szükséges; (ii) kombinálásuk a valószínűségszámítás szerint működik 

▸ Kísérleti eredmények: (i) az ember (és más élőlények is) 
reprezentálják a bizonytalanságot (pl. Körding, 2004), és (ii) 
megfelelő módon kombinálják az információkat (pl. Ernst & Banks) 

▸ Következmény: a neurális aktivitásban kereshetjük a változók 
lenyomatait (későbbi előadások)



BAYES-I VISELKEDÉS

HÁZI FELADAT

▸ 1. Cue integration: lássuk be, használva a Bayes szabályt és 
a megadott prior és likelihood függvényeket, hogy a látens 
(s) posteriorja Gauss a következő paraméterekkel: 

▸ 2. A Körding (2004) cikkben mi a kvalitatív különbség a 
három modell között? 

▸ balazs@toeroek.hu

µ̂ =

Xv
�2
v
+ Xh

�2
h

1
�2
h
+ 1

�2
v

1

�̂2
=

1

�2
h

+
1

�2
v

mailto:balazs@toeroek.hu


CIKKEK I.

▸ David M. Coppola, Harriett R. Purves, Allison N. McCoy, and Dale Purves. (1998). The distribution of 
oriented contours in the real world. PNAS 95 (7) 4002-4006 
http://www.pnas.org/content/95/7/4002.abstract 

▸ Deep Ganguli and Eero P. Simoncelli (2010). Implicit encoding of prior probabilities in optimal 
neural populations 
http://www.cns.nyu.edu/pub/lcv/ganguli10c-preprint.pdf 

▸ Xue-Xin Wei and Alan A. Stocker. (2012). Efficient coding provides a direct link between prior and 
likelihood in perceptual Bayesian inference. 
https://papers.nips.cc/paper/4489-efficient-coding-provides-a-direct-link-between-prior-and-
likelihood-in-perceptual-bayesian-inference.pdf 

▸ Marc O. Ernst* & Martin S. Banks (2002). Humans integrate visual and haptic information in a 
statistically optimal fashion  
http://www.cns.nyu.edu/~david/courses/perceptionGrad/Readings/ErnstBanks-Nature2002.pdf

BAYES-I VISELKEDÉS

http://www.cns.nyu.edu/pub/lcv/ganguli10c-preprint.pdf
http://www.cns.nyu.edu/~david/courses/perceptionGrad/Readings/ErnstBanks-Nature2002.pdf


CIKKEK II.

▸ Konrad P. Körding & Daniel M. Wolpert (2004). Bayesian integration in sensorimotor learning. 
http://klab.smpp.northwestern.edu/wiki/images/2/28/
Kording_Bayes_integrate_sensorimotor_learn_2004.pdf 
(2. Házi feladat) 

▸ Thomas L. Griffiths & Joshua B. Tenenbaum (2006). Optimal Predictions in Everyday Cognition. 
http://cocosci.berkeley.edu/tom/papers/predictions.pdf 

▸ Trommershäuser J, Maloney LT, Landy MS (2008). Decision making, movement planning and 
statistical decision theory.

BAYES-I VISELKEDÉS

http://klab.smpp.northwestern.edu/wiki/images/2/28/Kording_Bayes_integrate_sensorimotor_learn_2004.pdf
http://klab.smpp.northwestern.edu/wiki/images/2/28/Kording_Bayes_integrate_sensorimotor_learn_2004.pdf
http://cocosci.berkeley.edu/tom/papers/predictions.pdf

